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마이크로타이밍 기반 인공지능 워킹베이스 생성 모델 연구
  1) 

A Microtiming-Aware AI Model for Jazz Walking Bass Generation

박한솔(Park HanSol) *

본 연구는 인공지능(AI) 음악 생성 기술의 한계를 극복하고자, 재즈의 핵심 요소인 마이크로타이밍(Microtiming)에 주목하여 워킹베이스의 자동 

생성 모델을 개발하였다. 워킹베이스는 리듬, 화성, 멜로디를 동시에 지탱하며 연주자의 리듬 뉘앙스를 가장 잘 반영하는 영역으로, 인간 연주자의 

미세한 타이밍의 표현을 AI가 학습하도록 설계하는 것이 본 연구의 핵심이다. 우선, 폴 체임버스, 론 카터, 크리스천 맥브라이드의 연주 데이터를 

Melodyne, Sonic Visualiser 등으로 분석하고, ±20ms 수준의 리듬 편차를 유지한 채 데이터 전처리를 진행했다. GPT-2 기반 모델 구조에 Rhythm 

Deviation Loss와 프롬프트 기반 학습을 결합하여 마이크로 리듬을 재현하도록 설계하였다. 모델의 성능은 정량적 지표(온셋의 밀도, 스윙 비율)와 

FMM(Frequency Modulated Möbius) 기반 리듬 곡률의 시각화로 평가되었다. 실험 결과, AI 모델은 ±20ms 이내 리듬 편차를 일정 수준 모방했고, 

일부 결과에서는 EGQ(Expressive Groove Quality) 점수에서도 인간 연주자와 유사한 표현력이 나타났다. 본 연구는 정량 리듬 중심의 기존 AI 음악 

생성 방식에서 벗어나, 인간적인 표현력을 반영한 AI 창작 시스템으로의 전환을 시도했다는 점에서 학술적, 기술적인 의의가 있다. 향후, 다양한 리

듬의 장르 확장과 실시간 협업 연주, 감성 피드백 기반 학습, 교육용 AI 튜터 시스템 등으로 발전 가능성을 제시하였다.

    

주제어: 인공지능(AI), 재즈 즉흥연주, 워킹베이스, 마이크로타이밍(Microtiming), 음악 생성 모델, GPT-2, 리듬 표현, 데이터 전처리, FMM 모델

This study aims to overcome the limitations of current AI music generation technologies by focusing on microtiming, a core element of jazz, 

to develop an automatic walking bass generation model. The walking bass plays a crucial role in supporting rhythm, harmony, and melody 

simultaneously, making it a prime area where a performer’s subtle timing nuances are most evident. The core of this research is designing an 

AI model capable of learning and reproducing these human microtiming expressions.

To achieve this, recordings by renowned jazz bassists Paul Chambers, Ron Carter, and Christian McBride were analyzed using tools such as 

Melodyne and Sonic Visualiser. Data preprocessing was conducted while preserving rhythm deviations within a ±20ms range. A GPT-2-based 

model architecture was adopted, incorporating Rhythm Deviation Loss and prompt-based learning to enable the model to emulate 

micro-rhythmic variations.

The model’s performance was evaluated through quantitative metrics (onset density, swing ratio) and rhythm curvature visualization based 

on the Frequency Modulated Möbius (FMM) model. Experimental results showed that the AI model successfully imitated rhythmic deviations 

within ±20ms, and in some cases, achieved an Expressive Groove Quality (EGQ) score comparable to human performance.

This research marks a shift from rigid, quantized rhythm generation toward AI-based systems that reflect human-like expressiveness in music 

creation. It also presents possibilities for future development in areas such as genre diversification, real-time collaborative performance, 

affective feedback learning, and AI-assisted music education tools.
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I. 서론    

재즈 즉흥 연주는 반복적인 학습과 연주 경험을 통해 축적된 패턴을 바탕으로 실시간 음악을 구성하는 고도의 창작 행위이다. 즉흥 연주는 완전

히 새로운 음을 즉석에서 만들어내는 것이 아니라, 연주자가 오랜 시간 축적해온 음악적 패턴(프레이즈, 리듬, 코드 진행 등)을 변형, 조합하여 표현

한다. 이 과정에서 연주자는 청각적·운동적 절차 기억에 의존하며, 이를 통해 음악적 흐름과 구조를 즉각적으로 형성한다. 이러한 즉흥성은 단순한 

패턴 조합으로 설명되지 않는다. 재즈 연주에서는 기보에 없는 섬세한 리듬 조절이 빈번히 나타나며, 이를 마이크로타이밍(Microtiming)이라 한다. 

마이크로타이밍은 정박에서 ±10~30ms 정도 앞당기거나 늦추는 미세한 시차로, 연주자의 개성과 음악적 표현력, 특히 그루브(groove)와 루바토

(rubato) 감각을 형성하는 핵심 요소다. 재즈의 핵심 구성요소 중 하나인 워킹베이스(Walking Bass)는 리듬·화성·멜로디를 동시에 지탱하며, 곡 전체

의 텐션과 흐름을 주도한다. 워킹베이스 연주에서는 각 음이 완벽히 정박에 맞지 않고, 의도적인 앞·뒤 밀기를 통해 자연스러운 흐름과 긴장감을 만

들어낸다. 그러나 현재 인공지능(AI) 기반 음악 생성 모델은 주로 정확한 박자와 구조적 일관성에 초점을 맞추고 있어, 이러한 미세한 리듬 뉘앙스를 

재현하는 데 한계가 있다. 현존 AI 음악 생성 기술의 대부분은 학습 데이터 전처리 과정에서 양자화(quantization)를 거치며, 이 과정에서 ±20ms 이

내의 미세한 리듬 편차가 ‘불규칙성’으로 간주 되어 제거된다. 그 결과, 생성 음악은 기계적으로 정렬된 박자를 가지지만, 인간 연주자의 표현력과 개

성은 반영되지 못한다. 이는 특히 루바토와 스윙 리듬이 중요한 재즈 장르에서 음악적 몰입감과 진정성을 떨어뜨린다. 따라서, 마이크로타이밍은 단

순한 부수적 요소가 아닌 재즈 연주의 본질적인 표현 방식이며, 이를 AI 생성 모델에 반영하는 것은 단순한 기술적 개선을 넘어, 인간다운 음악 표현

을 구현하는 핵심 과제가 된다. AI 기반 음악 생성 기술은 OpenAI의 MuseNet, Google Magenta 등 다양한 시도로 발전해 왔지만, 주로 음정과 박자

의 정확성에 초점을 맞춰왔다. 반면, 인간 연주자의 리듬 표현력과 그루브 감각을 학습·재현하는 시도는 상대적으로 부족하다. 재즈는 리듬 뉘앙스가 

음악적 감동을 결정짓는 장르이므로, 마이크로타이밍을 정확히 반영하지 못하는 AI 모델은 ‘재즈스러움’을 구현하는 데 근본적 한계를 가진다. 특히 

워킹베이스는 연주자의 개성을 가장 잘 드러낼 수 있는 소재이자, AI가 리듬 표현력을 학습하기에 적합한 분석 대상이다. 또한, 인공지능의 예술 창

작 도입은 단순히 기술적 시도가 아니라, 과거 녹음 기술의 도입처럼 예술의 개념과 경계를 변화시키는 역사적 전환점이 될 가능성이 있다. 녹음 기

술이 대중음악의 부흥과 장르 확산을 가져왔듯, AI 음악 생성 모델의 발전은 교육, 공연, 창작 산업 전반에서 새로운 패러다임을 제시할 수 있다. 

본 연구의 목적은 재즈 즉흥 연주의 핵심 요소인 워킹베이스를 대상으로, 마이크로타이밍 특성을 반영한 GPT-2 기반 AI 음악 생성 모델을 설계하

고 그 성능을 실험적으로 검증하는 것이다. 이를 통해 다음을 달성하고자 한다.

첫째,, 실제 거장 베이시스트의 리듬 데이터 학습한다. Christian McBride, Paul Chambers, Ron Carter 등 거장의 라이브 연주 음원 30곡을 분석, 

전처리하여 ±10~30ms 범위의 마이크로타이밍 정보를 유지한 학습 데이터 셋을 구축한다. 

둘째,, 데이터 전처리, 정규화 방식의 고도화 한다. 템포, 조성, 마디 수 등을 표준화하면서도 리듬 편차를 보존하는 양자화 전처리 설계한다. 

셋째, GPT-2 모델 구조 개선한다. 마이크로타이밍 민감도 기반 손실 함수(Rhythm Deviation Loss) 적용 및 프롬프트 설계로 특정 연주자 스타일 

반영한다. 

넷째, 실험을 통한 표현력 검증한다. 생성 결과와 실제 연주를 마이크로타이밍 분포, 스윙 비율, Onset 밀도 등 정량·정성 지표로 비교 분석한다. 

본 연구는 기존의 양자화 중심 AI 음악 생성 방식이 가지는 기계적 한계를 극복하고, 인간 연주자의 리듬 뉘앙스를 재현할 수 있는 AI 모델 설계 

가능성을 제시한다. 이를 통해 향후 재즈를 포함한 리듬 중심 장르에서 자연스럽고 몰입감 있는 AI 연주 구현의 기초를 마련하고자 한다.

II. 이론적 배경

1. 재즈 즉흥연주의 개념 및 음악적 특성

재즈 즉흥연주는 규칙과 창의성이 공존하는 음악적 표현 방식으로, 정해진 형식과 코드 진행 안에서 창의적으로 연주를 구성한다. 이는 단순한 

감정 표현이 아니라 절차적 기억에 저장된 청각·운동 패턴을 기반으로 실시간 조합과 조작을 통해 이루어진다. 즉흥연주는 언어처럼 어휘와 문법이 

존재하며, 반복 학습을 통해 익힌 패턴과 스케일을 바탕으로 맥락에 맞는 연주가 이루어진다. 스윙 리듬과 블루스 전통, 콜 앤 리스폰스와 같은 요소

는 재즈 특유의 공동체성과 표현력을 강화한다. 이는 재즈가 단순한 음악 장르를 넘어 문화적이고 예술적인 가치를 지닌 창작 행위임을 보여준다.

2. 워킹베이스의 역할과 리듬 구조 

워킹베이스는 재즈에서 리듬과 화성의 중심 역할을 하며, 일정한 박자 내에서 음을 연결해 음악의 흐름을 형성하는 연주 방식이다. 피치카토 주

법을 통해 드럼과 유기적으로 반응하며 매 박자 음을 배치하고, 리듬의 뒷 박자를 강조해 그루브를 만든다. 표면상 단순해 보이나 코드 진행에 따라 
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즉흥적으로 라인을 생성해야 하므로 고도의 감각과 반복 훈련이 요구된다. 워킹베이스는 단순 반주를 넘어 리듬 해석, 미세한 시간차 조절, 개성 표

현의 수단으로 작용하며, 밴드의 전체 흐름과 음악 정체성에 영향을 미친다. 특히 스윙과 블루스 기반 재즈 스타일에서 중요한 역할을 해왔으며, 최

근에는 AI 기반 음악 생성 모델의 학습 대상으로도 주목받고 있다.

3. 마이크로타이밍의 개념 및 음악적 특성

마이크로타이밍(microtiming)은 정량화된 박자 구조(quantized metrical grid)를 기준으로, 실제 연주 시점이 기준 박자 선보다 앞서거나 뒤처지는 

시간 오차를 의미한다. 본 연구에서는 120BPM 기준의 16분음표 간격으로 grid를 설정하고, DAW에서 추출한 MIDI 데이터의 note-on 이벤트 시점

을 기준과 비교하여 Δt = t_actual – t_grid로 계산하였다. Δt는 tick 및 밀리초(ms) 단위로 환산하여 마이크로타이밍 분석의 기초 값으로 활용하였으

며, 이는 일반적으로 ±10~30ms 내외의 미세한 시간 차이로 나타난다. 그래서 비트, 템포, 온셋 간의 차이를 통해 정의되며, 정박과 실제 음의 발생 

시점 간의 차이를 나타낸다. 재즈 워킹베이스 등에서 마이크로타이밍은 리듬의 긴장과 해방, 스윙감과 그루브를 형성하는 핵심 요소로 작용한다. 특

히 베이시스트는 리듬의 흐름을 안정시키면서도 밴드 전체의 유동성을 조율하며, 감정과 개성을 표현하는 중심 역할을 한다. 인공지능 음악 생성의 

연구에서도 이 특성은 인간적인 표현을 모사하는 중요한 과제로 주목받고 있다.

4. Transfomer

Transformer는 2017년 Vaswani 등이 제안한 모델로, RNN이나 CNN 없이 오직 어텐션 메커니즘만으로 시퀀스를 처리한다. 핵심은 Self-Attention

으로, 입력 시퀀스 내 모든 토큰 간의 관계를 병렬로 학습할 수 있어 학습 속도가 빠르고 장기 의존성 문제를 해결한다. 구조는 인코더와 디코더로 

이루어지며, Positional Encoding을 통해 순서 정보를 반영한다. GPT, BERT, T5 등 최신 AI 모델은 모두 Transformer 기반이다. 단점으로는 높은 계산 

비용과 긴 시퀀스를 처리 시 메모리 사용량 증가,하며 순차적인 정보 표현의 한계가 있다.

III. 선행 논문과 차별성

1. 선행 논문

이기영 (2024) 음운론적 특성을 기반으로 인공지능 보컬 음성합성의 발음개선 연구 (상명대학교)

김영 (2023), 인공신경망 모델 구조 최적화를 통한 음악적 표현 개선 연구(상명대학교)

장민호, (2012) 라이브 어쿠스틱 뮤직의 디지털로의 에뮬레이션에 관한 연구 : 글렌 굴드의 바흐 골드베르그 변주곡 디지털 데이터를 바탕으로 

(상명대학교,)

2. 논문의 차별성

본 연구는 단순한 인공지능 음악 생성 기술을 넘어서, 실제 연주자의 리듬 뉘앙스를 보존하며 생성하는 시스템을 설계했다는 점에서 기존 연구와 

뚜렷한 차별성을 갖는다. 기존의 MIR(Music Information Retrieval) 및 딥러닝 기반 음악 생성 연구들은 주로 음정·박자·구조적 일관성에 초점을 두었

으며, 재즈 즉흥연주나 워킹베이스 생성을 다룬 연구들도 MuseNet, Magenta, DeepJazz, JazzGAN 등과 같이 멜로디·화성 진행 예측에 치중한 경우

가 많았다. 그러나 이러한 모델들은 대부분 MIDI 기반의 양자화된 데이터를 사용해 ±10~30ms 수준의 마이크로 리듬 편차나 그루브 특성을 충분히 

반영하지 못했다. 마이크로타이밍에 관한 선행연구(Fernando Benadon, Matthew Butterfield, Maarten Grachten 등)에서는 재즈와 펑크 그루브에서

의 시차(time deviation)가 음악적 표현력과 몰입감에 미치는 영향이 반복적으로 강조되었으나, 이를 AI 생성 모델의 입력 데이터와 학습 구조에 직

접 반영한 사례는 드물다. 특히 기존 베이스 연주 분석 연구들은 주로 리듬 패턴, 화성 기능, 프레이징 특성에 대한 분석에 머물렀고, 이를 기반으로 

한 AI 생성 실험은 리듬의 정박 정확도 평가에 한정되는 경우가 많았다. 이에 본 연구는 기존 연구에서 다루지 못한 워킹베이스의 마이크로타이밍·그

루브 특성을 AI 학습 데이터로 정량화·통합하였다는 점에서 차별성을 지닌다. Melodyne, Cubase, Spectralayers, VirtualRise 등 다양한 전문 도구를 

활용하여 MIDI 기반이 아닌 오디오 기반의 리듬 데이터를 구축하고, ±10~30ms 수준의 마이크로 리듬 편차, 루바토, 밀고 당김, 뒤로 끌기(lay back) 

등 인간적인 표현 요소를 데이터에 반영하였다. 이로써 AI가 단지 타이밍의 정확성을 넘어 감정적인 표현을 학습할 수 있도록 설계하였다. 모델 구조 

또한 기존 GPT-2 기반 생성 모델을 개선하여 리듬 편차 민감도 기반 손실 함수와 마이크로타이밍 중심 입력 구조를 도입하였다. 생성된 결과는 악보 

비교, 멜로다인 분석, 스펙트럼 시각화, 버추얼라이즈, 온셋 그래프, 엑셀 기반 수치 분석 등 다층적인 방법으로 정량, 정성 평가를 병행하였다. 특히 
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크리스천 맥브라이드, 론 카터, 폴 체임버스 등 거장 베이시스트의 실연 데이터를 기반으로 연주자별 스타일 편차를 수치화하여 반영함으로써, 단순

한 humanize 기능 이상의 스타일 재현이 가능함을 입증하였다. 이러한 접근은 AI 생성 음악 분야에서 타이밍·그루브 요소를 데이터와 모델 구조에 

동시에 반영한 사례로, 기존 MIR 및 딥러닝 기반 워킹베이스 생성 연구들과 차별화된다. 나아가 본 연구의 방법론은 다양한 장르와 연주자 스타일에 

확장 적용 가능하며, 인간적인 리듬 표현을 구현하는 AI 음악 생성의 새로운 가능성을 제시한다.

IV. 시스템 설계 및 구현 

1. 시스템 개발 목표

현재 인공지능 기반의 재즈 즉흥 연주는 인간 연주자의 창작에 비해 완성도에서 다소 부족한 면이 있다. 이에 본 연구는 워킹베이스 생성 모델의 

생산성과 표현력을 향상시키고, 정량적 지표를 활용한 결과 비교 및 분석에 중점을 두었다. 연구 데이터는 재즈 아티스트 3명의 1960년대 발표곡 중 

4 Feel 계열 곡 30곡을 선정하여 수집하였으며, 스튜디오 녹음을 기준으로 하되 음질이 양호한 라이브 음원도 일부 포함하였다. 최종 데이터는 총 

400개의 MIDI 파일, 약 5,000마디 규모로 구성되었다. 모든 음원은 직접 검토하여 잡음을 제거하고, 신뢰도 높은 양자화 데이터를 확보하였다. 전처

리 과정에서는 음원을 8마디 단위로 분할한 후, 8분음표 기준으로 MIDI로 변환하고, Melodyne 기반의 정량 분석 자동처리 시스템을 구축하였다. 모

델은 GPT-2 구조를 기반으로 하며, 생성 결과는 Melodyne, 스펙트로그램, Virtualize, Excel 그래프 등 다양한 도구를 통해 정량적·정성적으로 평가하

였다. 수치 기반 평가의 한계를 보완하기 위해 시각화 도구를 적극 활용하여, 생성된 베이스라인의 표현 특성을 직관적으로 비교 분석하였다. 본 연

구에서는 특히 연주자의 리듬 뉘앙스를 정량적으로 분석하기 위해 마이크로타이밍 데이터를 수치화하였다. Swing ratio는 연속된 두 음표의 실제 연

주 길이 비율로 계산하였으며, 예를 들어 첫 음이 320tick, 다음 음이 160tick인 경우 2:1 스윙 리듬으로 해석하였다. Δt 값이 평균적으로 +10tick 이

상일 경우에는 기준보다 지속적으로 후행하는 laid-back 성향으로, Δt가 ±5tick 이내에서 반복되는 경우에는 groove 성향으로 분류하였다. 이 분석 

기준은 Paul Chambers, Christian McBride 등 실존 연주자들의 리듬 특성을 반영하여 구성된 것이다.

<그림1> 시스템 개발 목표- 시스템 개발 다이어그램
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2. 데이터 전처리 

1) 음원 분리 

세 명의 재즈 베이시스트가 참여한 앨범에서 선정한 30곡의 음원을 기반으로, 워킹베이스 라인을 표준화된 MIDI 파일로 변환하는 과정은 신호 

잡음을 최소화하고 데이터 정확도를 높이는 데 핵심적인 절차이다 (Müller, 2021). 전체 음원에서 베이스 파트를 정확하게 분리하는 작업은 필수적이

며, 이는 전체 연주를 통째로 MIDI로 변환할 경우 타 악기의 간섭으로 인한 오류 발생 가능성이 높기 때문이다. 최근에는 인공지능 기반 소스 분리의 

기술이 발달함에 따라 특정 악기의 분리 성능이 크게 향상되었으며, 본 연구에서는 검증된 모델들을 조합하여 활용하였다. 구체적으로는 MDX-Net

의 Kuielab_a_bass, Demucs v4(Htdemucs), Demucs v3(Repro_mdx_a_hybrid)를 혼합하여 사용하였다. Kuielab_a_bass는 저주파 대역을 강조해 베이

스 영역을 뚜렷하게 추출하는 데 효과적이며, Demucs v4는 음색 보존 능력과 복잡한 대역 분리에 강점을 보인다. Demucs v3는 중음역대의 세밀한 

음향 보완에 효과적이다. 이처럼 서로 다른 특성을 가진 모델들을 병합함으로써 단일 모델보다 향상된 베이스 분리 품질을 확보할 수 있었고, 다양

한 악기가 혼합된 환경에서도 워킹베이스를 높은 정확도로 추출할 수 있었다. 그 결과, 이후 MIDI 변환 과정 또한 정량적인 분석에 적합한 신뢰도 높

은 데이터로 구성되었다.

2) 음원 변환 

MIDI 기반 접근 방식은 재즈 즉흥 연주의 핵심 요소인 코드 진행, 멜로디, 리듬을 효과적으로 분석하고 학습하기 위해 사용된다. MIDI, MusicXML

과 같은 MIDI 데이터를 시퀀스로 변환하여 RNN, LSTM, Transformer 계열 딥러닝 모델의 입력으로 활용하며, 대표적인 사례로는 Google Magenta

의 Music Transformer와 OpenAI의 MuseNet이 있다. 이 방식은 노트 온/오프, velocity, duration 등을 시퀀스 화하여 자연어처럼 처리할 수 있다는 

장점이 있다. MIDI 데이터의 주요 이점은 첫째, 전처리가 간단하고 파일 용량이 작아 대규모 데이터 셋의 처리에 적합하다는 점이다. 오디오에 비해 

잡음 제거, 스펙트럼 변환 등의 복잡한 과정을 거치지 않아도 되며, 학습 리소스를 절약할 수 있다. 둘째, 코드 진행, 템포, 악기 구성 등 조건을 입력

해 일관된 음악의 생성이 가능한 조건부 생성에도 유리하다. 셋째, 기존의 음악 소프트웨어와 연동이 쉬워 다양한 실험이 가능하며, 모델 성능 평가

나 분석에도 효율적이다.

다만, MIDI 데이터는 연주자의 섬세한 뉘앙스나 배음, 톤 색감 등을 완전히 반영하기 어렵다는 한계를 지닌다. 이를 보완하기 위해 velocity, pitch 

bend 등의 컨트롤 데이터를 정밀하게 반영하는 방식이 활용된다. 또한, 미디 데이터는 멀티 모달 학습에도 확장이 가능하여, 텍스트 설명이나 비

주얼 데이터와 결합해 악기의 스타일을 설명하거나 시각적으로 표현하는 데에도 유용하다. 본 연구는 이러한 MIDI 기반의 특성을 적극 활용하여 재

즈 워킹베이스의 구조를 정량적이고 체계적으로 분석하고, 효율적인 학습 데이터로 전환하여 인공지능 모델의 즉흥 연주 생성 능력을 향상시키는 

것을 목표로 한다. 

학습 데이터는 총 30곡, 약 400개의 MIDI 시퀀스를 기반으로 5,000마디를 구성하였다.모든 데이터는 8마디 단위로 분절한 후, note-on, velocity, 

duration, Δt, 코드 정보, 템포를 추출하여 토큰화하였다.전처리 과정에서는 MIDI 노트 간 시간 편차를 tick(480ppq 기준)과 ms 단위로 병렬 기록하

고, 오버랩, 노이즈 등 오류 데이터를 수동으로 제거하였다.또한 Melodyne과 Cubase, Spectralayers를 병행하여 연주 뉘앙스를 최대한 유지한 정제

된 데이터를 구축하였다.

3) 마이크로타이밍 전처리 분석

전처리 과정에서는 마이크로타이밍으로 인해 다양한 변환 오류가 발생하였다. 예컨대, Paul Chambers는 코드 전환 직전 베이스 노트를 앞당겨 

연주하는 경향이 있는데, Melodyne은 이를 올바르게 인식하지 못하고 중첩되거나 누락된 노트로 처리하는 오류가 발생하였다. Christian McBride의 

빠른 템포 연주에서는 후행 리듬이 시스템상 지연된 입력으로 오해되었고, Ron Carter처럼 느린 템포에서도 섬세한 타이밍 조절이 MIDI 변환 과정

에서 비정상적인 간격으로 왜곡되었다. 이러한 오류들은 단순한 감지 문제를 넘어, 정규화 과정에서 실제 연주자의 리듬 뉘앙스를 제거해버리는 한

계를 드러낸다. 따라서 단순한 타이밍 정렬만으로는 실연 기반 음악의 리듬 특성을 정밀하게 분석하기 어렵고, 마이크로타이밍을 정량적으로 해석할 

수 있는 체계적인 분석 틀이 요구된다.이에 따라 본 연구는 마이크로타이밍 기반 리듬 특성 분석을 위한 절차를 다음과 같은 단계로 정립하였다.

      연주 데이터 추출      Quantized Grid 설정          Δt 오차 측정

      Swing Ratio 계산 Laid-back/Groove 성향 분석       타이밍 특성 분류
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이 분석 흐름은 실연자의 리듬적 뉘앙스를 데이터 기반으로 계량화함으로써, 생성 모델이 단순한 타이밍 복원 이상으로 인간적인 표현력을 학습

할 수 있도록 지원한다.

4) 악보 전처리와 정규화 프로세스 분석

본 연구는 원본 악보, Cubase 출력 악보, 조성과 편집을 거친 결과 악보를 비교 분석하여 자동 전사의 정확성과 한계를 밝혔다. 원본 악보는 청음

을 통해 작업자가 직접 기록한 데이터를 직관적으로 참조할 점의 역할을 하였고, Cubase 출력의 악보는 재즈의 특성상 리듬을 더블 타임으로 인식

하여 8분음표 중심으로 표기되었으며 Gb, Bb, Cb, C가 F#, Bb, B, C로 변형되는 등 오류가 발생하였다. 최종 악보는 조성의 통일(C장조, A단조), 템포

를 180bpm으로 정규화하고 화성을 제외하고, 패턴 길이의 기준을 설정하는 등 데이터의 일관성을 확보하였다. 전처리 단계에서는 Spectralayers, 

Melodyne, Virtualize 등을 활용해서 음정의 오류, 노트의 누락, 지속의 시간과 불일치 등을 분석하고 정규화의 알고리즘을 개선하였다. 학습 단계에

서는 음의 시작과 끝, 속도, 코드의 진행, 리듬의 패턴, 구조적인 문맥 등을 메타의 정보를 포함한 복합적인 데이터를 모델에 입력하였다. 또한 Logic 

Pro의 기능을 활용해서 Downbeat의 정렬을 수행하고 Melodyne Studio로 MIDI의 변환과 오류의 수정을 진행하였다. 결과 분석에서는 조건부 생성

과 스타일의 트랜스퍼 역량을 평가하였고, AI 모델이 실제 연주와 유사한 리듬과 그루브를 반영할 수 있음을 확인하였다.

3. 모델 구조 

본 연구는 OpenAI의 GPT-2 구조를 기반으로 워킹베이스 리듬 시퀀스를 생성하는 딥러닝 모델을 설계하였다. 기존의 자연어처리 구조를 음악 시

퀀스에 응용한 것으로, 입력은 정규화된 마이크로타이밍 데이터, 코드 진행, 템포 등으로 구성되며, 출력은 마디 단위 워킹베이스 시퀀스이다. 특히, 

note-on 시간 간격과 Δt 값을 포함한 특성값을 토큰으로 변환하여, GPT-2의 attention 기반 구조로 리듬 패턴을 학습하도록 하였다. 아래는 본 모델

의 구조 도식이다.

5. 마이크로타이밍 기반 전처리 분석

(1) < A-1> ‘Too Close for Comfort- Christian McBride Trio’(대표 데이터)

<그림 2> A-1 의 오리지널, 음원의 악보

          입력 데이터              토큰화        Embedding Layer

 GPT-2 모델 (Transformer)          Output Token           음표 시퀀스
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<그림 3> A-1 의 양자화된, 음원의 악보

첫 번째 악보 (오리지널 음원)는 셋잇단음표, 붓점, 당김음 등 복잡한 리듬의 구조와 마이크로타이밍이 포함되어 있어 연주자의 개성과 표현력이 

뚜렷하게 드러난다. 반면, 두 번째 악보 (양자화된 음원)는 리듬이 정확히 정렬되어 일관성과 안정감은 있지만, 자연스러운 리듬의 뉘앙스와 표현력

은 감소하였다. 결과적으로 양자화된 악보는 구조적인 정확성은 높지만, 오리지널 음원의 생동감과 리듬의 긴장감은 부족한 경향이 있다.

<그림 4,5> A-1의 오리지널, 양자화된 음원의 멜로다인 

<그림4>의 왼쪽은 양자화된 오리지널의 음원으로, 리듬과 음의 시작점이 명확하게 정렬되어 정교한 마이크로타이밍을 보인다. 반면 오른쪽의 생

성된 음원은 슬라이드 등 자연스러운 음정의 변화를 보이며, 박자 간격이 불규칙하고 뉘앙스가 풍부하게 표현된다. 특히 저음역대에서 Melodyne은 

140ms 수준의 시점 오류를 반복적으로 발생시켜, ±30ms 이내가 요구되는 재즈 워킹베이스의 리듬 표현에는 부정확한 결과를 보였다. 이를 보완하

기 위해 버추얼라이즈를 활용해 오디오와 MIDI 간 시간 차이를 정량적으로 분석하였고, Melodyne의 오류가 선행과 지연 형태로 혼재되어 있음이 

확인하는 것이다. 결과적으로, 향후 AI 학습에는 Melodyne 외 다중 분석 툴의 병행 사용이 필요하며, 고해상도 마이크로타이밍 분석이 AI의 음악적

인 자연스러움을 높이는 것이 핵심이다.

<그림6> A-1의 오리지널, 양자화된 음원의 레이어드한 스펙드로그램
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오리지널 음원 (녹색)은 각 음의 시작점이 명확히 드러나며, 일정한 박자의 간격 속에서도 미세한 타이밍의 편차가 존재한다. 이는 연주자의 의도

적인 타이밍의 조절로, 스윙이나 싱코페이션과 같은 리듬 요소를 형성하여 음악의 그루브와 표현력을 강화한다. 반면, 양자화된 음원(빨간색)은 규칙

적이고 정밀한 타이밍의 분포를 보이며, 자연스러운 리듬의 긴장감이나 해소는 상대적으로 감소한다.

<그림7> A-1의 오리지널, 양자화된 음원의 레이어드한 버츄얼라이즈 온셋, 비트, 템포 비교 파형

오리지널 음원 (파란색)은 음의 시작점이 박자의 기준선에서 미세하게 앞뒤로 벗어나며, 연주자의 개성과 표현력이 반영된 자연스러운 마이크로

타이밍을 보여준다. 음의 길이와 강도도 일정하지 않아 음악적인 그루브와 생동감을 형성한다. 반면, 양자화된 음원 (보라색)은 일정한 간격과 길이

로 정밀하게 정리되어 있으며, 마이크로타이밍과 다이나믹의 변동이 거의 없어서 기계적이고 규칙적인 연주 스타일을 나타낸다.

<그림 8> A-1의 오리지널, 양자화된 음원의 온셋 비교 그래프             <그림 9> A-1의 오리지널, 양자화된 음원의 비트 비교 그래프

온셋 그래프에서 오리지널 음원 (노란색)은 시작 타이밍의 변동 폭이 크고, 감정적 표현이 강하게 드러난다. 양자화된 음원 (주황색)은 일정한 타

이밍을 유지하며 정밀성과 일관성을 강조한다. 비트 그래프에서도 오리지널 음원은 자연스럽고 유기적인 리듬의 변화를 보여주며 긴장감을 형성하

지만, 양자화된 음원은 일정하고 안정된 리듬의 패턴으로 예측 가능성을 보여준다.

<그림 10> A-1의 오리지널, 양자화된 음원의 마이크로타이밍 비교 그래프
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마이크로타이밍 그래프에서 오리지널 음원은 박자가 앞뒤로 크게 흔들리는 변동 폭을 보여 자연스럽고 표현력 있는 연주를 나타낸다. 반면, 양자

화된 음원은 거의 직선에 가까운 형태로 일정한 타이밍을 유지하며, 기계적인 정확성과 일관성을 강조한 리듬의 특성을 보인다.

<표1> Microtiming 평균, 표준편차

  

 Microtiming1은 평균값이 약간 늦은 양수이며, 표준편차도 커서 연주자가 의도적으로 느리게 또는 자유롭게 리듬을 조절한 흔적이 뚜렷하다. 이

는 레이백 스타일이 즉흥적이고 표현적인 연주를 반영한다. 반면, Microtiming2는 평균값이 거의 0에 가까운 음수이고, 표준편차도 매우 작아, 기준 

타이밍에 정확히 맞춘 정밀하고 일관된 연주 성향을 보여준다.

<표2> A-1의 오리지널, 양자화된 음원의 온셋, 비트, 마이크로타이밍 비교 데이터

오리지널 음원 (Onset1, BEAT1, Microtiming1)은 기준 타이밍보다 앞서거나 늦게 연주되는 경향이 뚜렷하며, 전반적으로 변동 폭이 크다. 반면 양

자화된 음원(Onset2, BEAT2, Microtiming2)은 기준에 매우 근접한 정밀한 타이밍을 보여주며, 일정하고 정확한 리듬의 특성을 지닌다.

6. 마이크로타이밍 기반 전처리 결과

본 연구는 인공지능 재즈 워킹베이스 생성 모델의 성능 저하의 원인을 데이터 전처리의 부정확성에서 찾고, 이를 개선하기 위해 마이크로타이밍 

기반의 정밀 전처리를 도입하였다. 오리지널 오디오, Melodyne, Cubase 악보, 양자화된 MIDI 등 다양한 데이터를 비교, 분석하고, Virtualrise, 

Spectralayers 등 도구를 활용해 Onset 오류, 타이밍 왜곡, 음표 누락 현상을 계량화하였다. 특히 Melodyne은 저주파 영역에서 Onset 인식 오류를 반

복적으로 보였으며, MIDI 양자화는 재즈 특유의 리듬 표현을 제거해 모델의 표현력이 저하되었다. 그러나 마이크로타이밍 전처리를 적용한 후 평균 

편차와 표준편차가 크게 감소하였다 음표 누락률과 MIDI-Onset 편차도 현저히 줄어드는 개선이 나타났다. 이는 리듬의 자연스러움과 음악성 향상에 

기여 되었으며, GPT-2 기반 모델은 코드 일관성, 템포의 적응력, 즉흥성, 협업 안정성에서 뚜렷한 발전을 보였다. 본 연구는 고정밀 리듬 기반의 전처

리가 AI 음악의 생성 품질 향상의 핵심임을 입증하였다.

<Microtiming 1> 

평균

<Microtiming1> 

표준편차

<Microtiming 2> 

평균

<Microtiming2> 

표준편차

0.000125 0.100034 -0.0000000128 0.000763
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Ⅴ. 1차 시스템 구축 및 실험

1. 1차 모델의 설계

본 연구에서는 인공지능(AI)이 재즈 베이스 워킹 라인을 생성할 수 있도록 다양한 실험을 설계하고 수행하였다. 실험은 총 5회에 걸쳐 진행되었

고, 인공지능 모델의 성능을 평가하기 위해 학습 데이터, 프롬프트 설정, 학습의 횟수, 샘플링의 온도 등의 변수를 체계적으로 조정하였다. 각 실험에

서는 AI가 특정 연주자의 스타일을 얼마나 충실히 반영하는지, 그리고 음악적으로 얼마나 자연스럽게 재현할 수 있는지를 검토하였다.

1차 실험에서는 AI가 특정 연주자의 스타일을 학습하고 반영할 수 있는지를 분석하였다. 1-1 실험에서는 크리스천 맥브라이드(Christian McBride) 

스타일의 워킹베이스 라인을 생성하도록 설정하였다. 이를 위해 "G7 walking line in the style of Christian McBride, tempo between 100 and 120, 

note duration over 17 seconds"라는 프롬프트를 활용하여 A-1 데이터 셋을 학습시켰다. 분석 결과, AI는 기본적인 워킹베이스 리듬 패턴을 형성하

는 데에 성공하였으며, 맥브라이드 특유의 강한 어택과 크로매틱 진행을 일부 반영하였다. 그러나 스윙 리듬의 변형과 마이크로타이밍의 조절이 부

족하여 실제 연주의 유기적인 흐름을 완전히 재현하지는 못하는 한계가 드러났다.

이어진 1-2 및 1-3 실험에서는 폴 체임버스(Paul Chambers) 스타일의 G메이저 워킹베이스의 라인을 생성하도록 하였다. "Generate a walking 

bass line in the key of G major, in the style of Paul Chambers."라는 프롬프트를 기반으로, MIDI 기반 데이터 셋을 활용하여 AI가 해당 스타일을 학

습할 수 있도록 하였다. 그 결과, AI는 기본적인 워킹베이스 패턴을 형성하였으나, 기존 학습 데이터에서 반복적으로 나타난 패턴을 그대로 재현하는 

경향이 강하게 나타났다. 이는 특정 연주자의 음악적인 특성을 모방하기 위해서는 단순한 코드 예측 이상의 고차원적 패턴 인식의 능력이 필요함을 

시사한다.

1-5 실험에서는 론 카터 (Ron Carter) 스타일의 베이스라인을 생성하도록 하였고, 프롬프트에는 "Generate a walking bass line in the style of 

Ron Carter, using chromatic approach notes and syncopation."이라는 문장을 사용하였다. 분석 결과, AI는 크로매틱 어프로치 노트와 싱코페이션 

기법을 일정 부분 반영하였으나, 론 카터 특유의 유려한 프레이징과 불규칙적 리듬의 패턴까지는 재현하지 못했다. 이는 AI가 인간 연주자의 즉흥성

을 완전히 모방하기에는 여전히 한계가 존재함을 의미한다.

1-6 실험에서는 샘플링 온도(Sampling Temperature)를 조절하며 AI가 생성하는 결과물의 즉흥성과 예측 가능성을 비교하였다. 샘플링 온도를 낮

추었을 때에는 정형화된 패턴이 증가하고 예측 가능성이 높아졌고, 즉흥성이 감소하는 경향이 나타났다. 이는 자연스러운 즉흥 연주를 생성하기 위

해 일정 수준 이상의 샘플링 온도를 설정할 필요가 있음을 시사한다.

1-7 및 1-8 실험에서는 학습 횟수를 500회로 설정하고, 각각 크리스천 맥브라이드와 론 카터 스타일의 연주 생성을 시도하였다. 결과적으로 학습 

횟수가 증가함에 따라 스타일 반영 능력은 향상되었지만, 특정 스타일에 과도하게 치우치는 과적합 (overfitting) 현상도 관찰되었다. 이는 다양한 코

드 진행과 템포 변화에 유연하게 대응하는 능력이 제한될 수 있음을 보여준다.

또한 초기 생성 모델에서는 전처리의 부정확성으로 인해 리듬 표현이 제한되었으며, Melodyne 기반 MIDI 변환 과정에서 어택 인식 오류 및 타이

밍 왜곡 현상이 발생하였다. 이러한 오류는 이후 마이크로타이밍 기반의 정밀 보정을 통해 일부 개선되었고, 데이터 양자화와 정제의 중요성이 강조

되었다. 이 과정을 통해 AI 생성 음악의 리듬 자연스러움과 즉흥성의 표현이 향상할 수 있었다.

2. 마이크로타이밍 분석

(1) <1-7> (대표 데이터)

<그림11> 1-7의 오리지널 음원의 악보
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<그림12> 1-7의 생성된 음원의 악보

첫 번째 악보(오리지널 음원)는 셋잇단음표, 스타카토, 레가토 등 복잡하고 유동적인 리듬의 표현이 특징이며, 마이크로타이밍의 변동성이 크다. 

반면 두 번째 악보(생성 음원)는 리듬과 음의 이동이 단순화되어 있고, 음표 길이가 균등하며 박자 변동이 적어 자연스러운 연주의 느낌이 감소하는 

경향이 있다.

<그림13,14> 1-7의 오리지널, 생성된 음원의 멜로다인

<그림13> 왼쪽의 오리지널 음원 데이터는 박자의 변동성이 커 보이며, 빠른 음들의 지속 시간이 다양하게 나타난다. <그림14> 오른쪽은 생성된 

음원 데이터에서는 노트 길이가 일정한 경향을 보이며, 박자의 흔들림이 적어 보인다. 오리지널 음원 데이터는 루바토가 포함되며, 연주자의 감각적

인 표현이 포함된다. 반면, 생성된 음원은 비교적 정량화된 박자의 패턴을 유지한다. 

<그림15> 1-7의 오리지널, 생성된 음원의 레이어드한 스펙드로그램

오리지널 음원은 중, 저음역에서 에너지가 고르게 분포되고 강, 약 조절이 뚜렷하며, 스윙감과 리듬의 변동성이 포함되어 있다. 반면 생성된 음원

은 특정 대역에서 일정한 에너지를 유지하고, 박자와 어택이 기계적으로 일정해 자연스러움이 떨어지는 경향이 있다
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<그림16> 1-7의 오리지널, 생성된 음원의 버츄얼라이즈 온셋, 비트, 템포 비교 파형

오리지널 음원은 박자의 미세한 흔들림과 자연스러운 강세의 변화를 통해 스윙감과 음악적인 표현력이 강조된다. 반면, 생성된 음원은 리듬과 강

세가 균일하게 유지되어 정확성은 높지만 자연스러움과 다이내믹 표현은 부족한 경향이 있다.

<그림17> 1-7의 오리지널, 생성된 음원의 온셋 비교 그래프            <그림18> 1-7의 오리지널, 생성된 음원의 비트 비교 그래프 

오리지널 음원은 Onset과 비트에서 변동성과 유연성이 커서 자연스러운 리듬 감성과 흐름을 보여준다. 반면 생성된 음원은 Onset과 박자가 일정

하게 정렬되어 기계적이고 안정적인 리듬 특성을 가진다.

<그림19> 1-7의 오리지널, 생성된 음원의 마이크로타이밍 비교 그래프

오리지널 음원은 박자의 변동성이 크고, 피크 값이 여러 곳에서 발생한다. 자연스러운 연주의 흔들림이 반영된다. 생성된 음원의 값은 변화가 상

대적으로 작고 일정한 패턴을 유지한다. 박자가 안정적이며 기계적으로 정렬된 형태를 보인다. 중간 구간에서는 거의 일정한 값으로 유지되었다. 
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<표 3> Microtiming 평균, 표준편차

오리지널 데이터 평균값이 0.00002709로 생성된 데이터보다는 상대적으로 크다. 표준편차 0.01962로 변동성이 크며, 미세한 리듬의 흔들림이 포

함된다. 

생성된 데이터 평균값이 0.0000001292로 거의 0에 가깝고, 리듬이 정렬된다. 표준편차 0.00910으로 원본보다 변화가 적다. 박자가 일정하게 정돈

되었으며, 기계적으로 보정된 패턴을 보인다.

<표 4> 1-7의 오리지널, 생성된 음원의 온셋, 비트, 마이크로타이밍 비교 데이터

Onset2 (생성된 음원)은 정렬된 박자 패턴을 유지한다. 반면, 오리지널 데이터 (Onset1)는 박자가 유동적으로 변화하며, 자연스러운 타이밍의 특

성을 보인다.

BEAT1 (오리지널 음원)은 비트 간격이 일정하지 않으며 유연하다. BEAT2 (생성된 음원)은 일정한 간격으로 정리된다. Microtiming1 (오리지널 음

원)은 연주자의 리듬 유연성이 살아있어 자연스러운 타이밍의 변화를 포함한다. Microtiming2 (생성된 음원)은 박자가 균일하게 정렬되었으며, 리듬

의 변화가 적다. 

총 500 epoch에 걸친 학습을 수행하였으며, 훈련 손실은 학습 초반 10 epoch 이내에서 급격히 감소하여 0.76 이하로 하락하였고, 이후에도 점진

적인 하락을 유지하며 학습 후반에는 약 0.01 수준으로 수렴하였다. 이는 모델이 훈련 데이터에 적합 되었음을 시사한다. 검증 손실은 2 epoch부터 

측정되었으며, 약 50 epoch 이후부터는 완만한 상승세로 전환되었다.

2. 실험 분석 및 결과

1차 생성 모델의 음악적인 흐름은 유지를 했지만 마이크로타이밍과 즉흥성에서 인간의 연주와는 큰 차이를 보였다. 이는 전처리 과정에서 템포

의 변화가 반영되지 않아 Onset과 지속적인 시간이 불균형하게 처리된 것이 원인 이다. 특히 BPM 정규화가 되지 않아 리듬의 표현에 왜곡이 발생했

고, 향후에 템포가 독립적으로 전처리와 오류가 난 데이터에 제거가 필요하다.

<MICROTIMING 1 

평균>

<MICROTIMING 1 

표준편차>

<MICROTIMING 2 

평균>

<MICROTIMING 2 

표준편차>

0.00002709 0.01962 0.0000001292 0.00910
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<표 5> 1-7 Epoch별 손실 지표 및 학습 시간 요약표

Ⅵ.. 2차 시스템 구축 및 실험

1. 2차 모델의 실험 설계 

본 연구의 1차 인공지능 생성 모델은 정량적 평가와 정성적 청취 분석을 통해, 재즈 워킹베이스의 자연스러운 리듬과 즉흥성을 재현하는 데 한계

를 보였다. 특히 Melodyne 기반 전처리 과정에서 시간 정보가 절대값(ms)으로 고정 처리되어 각 곡의 템포의 차이를 고려하지 못했으며, 이로 인해 

모델 학습 시 리듬의 편차가 왜곡되거나 과도하게 보정되는 현상이 발생했다. 이러한 구조적인 오류는 재즈 연주에서 표현의 일부로 작용하는 마이

크로타이밍의 특성을 반영하지 못한 전처리 방식에 기인하는 것으로 분석된다. 이에 따라 2차 생성 모델은 전처리 방식 개선의 핵심 전략으로 BPM 

정규화 기준(168~176 범위)을 명시적으로 프롬프트에 포함하고, 학습 및 생성 전 과정에 이를 적용하였다. 이 방식은 전체 데이터 셋의 템포 스케일

을 균일하게 정렬하고, 음표 간 상대적 타이밍(Onset Distance)이 템포 변화의 영향을 받지 않도록 조정함으로써 모델이 구조적 리듬 단위를 안정적

으로 학습할 수 있도록 돕는다. 이로써 마이크로타이밍을 포함한 미세 리듬 표현의 왜곡 없이 자연스러운 생성이 가능하게 되었다. 또한 학습 데이

터 구성 시 오리지널 음원의 마이크로타이밍의 평균 및 표준편차의 분석 결과를 반영하여, ±30ms 이내의 리듬 편차를 유지하는 방식으로 시간 축의 

정렬을 수행하였다. 이러한 방식은 인간 연주자의 리듬 해석에 근접한 자연스러운 표현을 유지하면서도, 기준 BPM을 중심으로 모델 학습의 일관성

을 높이는 기반이 되었다.

2차 모델은 총 500회의 학습을 수행하였으며, 2-1차 모델은 1000회, 2-2차는 500회로 반복 학습을 진행하였다. 각 모델의 프롬프트는 다음과 같

다. 2-1차: “Jazz Bass Walking Line in G major, Resembling Christian McBride, Lasting for 60 seconds”, 2-2차: “Jazz Bass Walking line in G major, 

Resembling Paul Chambers, Lasting for 60 Seconds”, 2-3차: “Jazz Bass Walking line in G major, Resembling Ron Carter, Lasting for 60 Seconds”, 
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2-4차는 위 세 베이시스트의 스타일을 통합하여 학습하였다. 2-5차는 재학습 기반 모델로 동일한 조건(코드 진행, 템포) 하에서 1차 모델 대비 개선

된 리듬의 안정성, 템포의 일관성, 즉흥성의 측면에서 긍정적인 평가를 받았다. 특히 2-5차 모델은 BPM에 따른 상대적 시간의 간격을 명확히 학습함

으로써, 특정 연주자의 타이밍 스타일을 더욱 정밀하게 반영할 수 있음을 확인하였다. 이는 단순히 데이터의 양을 늘리는 접근보다, 구조적인 전처리

와 프롬프트 설계가 모델의 표현력에 결정적인 영향을 미침을 보여준다. 향후에 모델 구조와 전처리 알고리즘 간 상관성을 심층 분석하고, 연주자 

스타일의 재현 정확도 및 실연 가능성에 대한 평가를 통해 인공지능 기반 재즈 생성의 실용성과 예술성을 동시에 확보하는 방향으로 연구를 확장할 

수 있을 것이다.

2. 마이크로타이밍 분석

(1) 2-1 (대표 데이터)

<그림20> 2-1의 오리지널 음원의 악보

<그림21> 2-1의 생성된 음원의 악보

오리지널 악보는 셋잇단음표와 16분음표의 미세한 시간 차이를 통해 스윙감, 밀고 당기기, 레이백 등 실제 연주의 리듬적인 표현이 살아 있다. 반

면 생성된 악보는 모든 음표가 정확히 박자에 맞춰져 있어 리듬의 흔들림이나 표현력이 부족하다. 

그림 <22> 2-1의 오리지널                                                             그림 <23>생성된 음원의 멜로다인

<그림289> 왼쪽 오리지널 음원은 음표가 밀집되고 다양한 리듬 패턴과 마이크로타이밍이 나타나며, 푸쉬,그루브 등 유연한 리듬 표현이 돋보인

다. 반면 오른쪽 생성된 음원은 음표의 수가 적고 간격이 일정하며 정박 중심으로 양자화되어 리듬의 생동감과 표현력이 부족하다.



현대실용음악 제1권 제1호(2024년 8월), 1~3, ISSN 3091-9347

- 16 -

<그림24> 2-1의 오리지널, 생성된 음원의 레이어드한 스펙드로그램

녹색 (오리지널 음원)의 어택은 일정하지 않고 미세하게 불규칙한 시간 간격을 보인다. 이는 연주자가 리듬을 미세하게 앞당기거나 밀어내는 그

루브, 곧 마이크로타이밍의 특성을 반영한 것이다. 반면, 빨간색 (생성된 음원)의 어택 시점은 상대적으로 균일하고 정박에 가까운 타이밍을 보이며, 

이는 생성 모델이 양자화된 데이터를 기반으로 음표를 일정 간격으로 출력했다. 예를 들어, 중간 부분 (6~8초 부근)에서 녹색 신호는 기준 박자보다 

약간 빠르거나 늦게 등장하지만, 빨간색은 정박 타이밍에 일관되게 배열되어 있다. 

<그림25> 2-1의 오리지널, 생성된 음원의 버츄얼라이즈 온셋, 비트, 템포 비교 파형

파란색 (오리지널 음원)은 전체적으로 음의 시작점이 박자의 기준선에서 조금씩 앞서거나 늦춰져 있는 형태를 보인다. 이는 마이크로타이밍의 전

형적 특성으로, 재즈 연주에서 흔히 나타나는 푸쉬 또는 레이백 스타일을 반영한다. 반면, 녹색 (생성된 음원)은 각 어택 시점이 박자 선과 거의 일치

하며 균일한 간격으로 배열되어 있다. 이는 생성된 결과가 양자화된 데이터를 기반으로 한 기계적인 리듬임을 보여준다. 예를 들어, 4초~6초 구간에

서 파란색은 어택의 위치가 시간 축 상에서 밀리거나 당겨졌다. 반면, 녹색은 일정한 간격으로 유지된다. 

 

<그림26> 2-1의 오리지널, 생성된 음원의 온셋 비교 그래프          <그림27> 2-1의 오리지널, 생성된 음원의 비트 비교 그래프 
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Onset 그래프 데이터를 비교한 결과, Onset1 (오리지널 음원) 연주에서는 비교적 일관된 타격의 시점이 유지되는 가운데 중, 후반부터 점차 타이

밍이 흔들린다. Onset2 (생성된 음원)은 전 구간에 걸쳐 일정한 패턴을 유지하며, 기계적이거나 기준이 되는 정량적인 기준을 따르는 것으로 보인다. 

비트 그래프 데이터를 비교한 결과, BEAT1 (오리지널 음원)은 BEAT2 (생성된 음원)에 비해 불규칙한 패턴을 보이는데, 초반부터 중반까지는 -0.5에서 

+0.2 사이를 오가며 리듬이 불규칙하게 흔들림이 나타난다. BEAT2는 전 구간에 걸쳐 거의 일정한 값을 유지하고 있다. 중심선을 따라가는 것처럼 아

주 미세한 움직임만 보이고, 전체적으로는 안정적인 리듬을 제공하는 기준 음원 같다. 

<그림28> 2-1의 오리지널, 생성된 음원의 마이크로타이밍 비교 그래프

마이크로타이밍 그래프 데이터를 보면, Microtiming1은 전반적으로, 크게 진폭이 흔들리고 있다. 특히 몇몇 지점에서는 ±0.1초 이상까지 타이밍

이 앞서거나 뒤처져 있다. Microtiming2는 거의 0초 근처에서 안정적으로 유지되고 있다. 전체적으로 균일한 흐름을 가지고 있고, 기준으로 삼을 수 

있는 타이밍을 일정하게 제공하고 있다. 

<표 6> Microtiming 평균, 표준편차

Microtiming1 (오리지널 음원)의 평균값이 0에 매우 근접한 것은 전체적으로 기준 타이밍(0초)을 중심으로 연주되었음을 의미한다. 그러나 표준

편차가 0.1초로 상당히 크다는 점에서, 실제 연주에서는 기준 시점보다 빠르거나 느린 편차가 자주 발생했다는 것을 의미한다. 즉, 연주 타이밍은 일

정하지 않고 불규칙하게 흔들렸다고 해석할 수 있다. 반면 Microtiming2 (생성된 음원)의 평균은 사실상 0에 수렴하고 있으며, 표준편차 또한 0.03초 

이내로 비교적 작게 나타났다. 이는 Microtiming2가 기준 타이밍에 매우 가깝고, 전반적으로 안정적인 리듬을 유지하고 있었음을 보여준다. 두 값을 

비교해보면, Microtiming1은 평균적으로 기준 타이밍과 크게 차이가 나지 않지만, 불안정한 타이밍 변화로 인해 리듬의 일관성이 떨어지는 연주로 

해석된다. 반면 Microtiming2는 정확도와 안정성, 모두를 갖춘 타이밍으로 연주되었다고 판단할 수 있다. 

오리지널 음원(Onset1, BEAT1, Microtiming1)은 전반적으로 리듬의 간격이 일정하지 않고, 각 음의 등장 시점에 미세한 차이가 존재한다. 예를 들

어 Onset1은 0.07~0.11초 사이에서 변화하며, 일부 음은 기준 박자보다 앞서거나 뒤쳐진다. BEAT1 역시 0.0734 → 0.0771 → 0.0691 → 0.0792 등으

로 불균일하게 증가하며, 이는 연주자가 실시간으로 박자를 조절하고 있다는 증거다. Microtiming1은 -0.0011초에서 +0.0012초 사이의 편차를 보이

며, 박자에 대한 연주자의 유연한 반응이 반복적으로 나타난다. 이러한 불규칙성과 편차는 그루브와 리듬 표현력의 핵심 요소로 작용한다.

반면, 생성된 음원(Onset2, BEAT2, Microtiming2)은 전반적으로 매우 일정한 타이밍 특성을 보인다. Microtiming2의 경우 -0.00003초에서 

+0.00013초 사이의 매우 미세한 변화만 보이며, 실제 연주에서 흔히 나타나는 리듬의 흔들림이나 표현력은 거의 존재하지 않는다. 이는 생성된 모델

이 기준 템포에 맞춰 양자화된 타이밍을 출력했음을 보여주며, 결과적으로 기계적인 정밀도는 높지만 리듬의 자연스러운 흐름은 결여되어 있다.

<Microtiming1 평균>
<Microtiming1 

표준편차>
<Microtiming2 평균>

<Microtiming2 

표준편차>

0.000125 0.1000 0.000000652 0.0339
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<표 7> 2-1의 오리지널, 생성된 음원의 온셋, 비트, 마이크로타이밍 비교 데이터

<표 8> 2-1 Epoch별 손실 지표 및 학습 시간 요약표
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500번의 epoch에 걸쳐 수행하였으며, 학습 손실 (avg_loss)은 초기 epoch 구간 (1~30 epoch)에서 급격히 감소하여 약 0.01 이하로 수렴하였고, 

이후 안정적인 값을 유지하며 모델이 효과적으로 학습되었음을 확인할 수 있었다. 반면, 검증 손실 (eval_loss)은 초기에는 함께 감소하는 경향을 보

였으나, 약 30 epoch 이후부터 점진적으로 증가하는 패턴을 나타냈다. 이는 모델이 훈련 데이터에 과도하게 적응하며 일반화 성능이 저하되는 과적

합 (overfitting)의 현상을 의미한다. 이러한 경향은 학습 손실과 검증 손실 간의 차이가 점차 확대되는 양상에서도 확인할 수 있다. 또한, 각 epoch의 

평균 학습 시간은 약 5초 내외로 일정하게 유지되었으며, 이는 안정적인 연산 환경에서 훈련이 진행되었음을 시사한다.

3. 실험 분석 및 결과

본 연구의 2차 모델 실험에서는 마이크로타이밍의 표현 향상을 위해 BPM 기반 정규화와 온셋 간의 상대 거리 정렬 등 다양한 전략이 적용되었

고, 특히 2-5차 모델에서 의미 있는 성과가 나타났다. 초기 모델은 절대 시간 기반의 전처리로 인해 리듬 왜곡과 표현력 손실이 발생했으나, 개선된 

모델에서는 BPM(168~176)을 고정하고 상대 타이밍의 기준을 도입하여 리듬의 일관성과 표현력을 높였다. 그 결과, ‘푸시’, ‘레이백’ 등 재즈 특유의 

마이크로 리듬의 뉘앙스 일부가 반영되었고, 정성적인 평가에서도 자연스러운 그루브와 리듬의 안정성이 향상된 것으로 나타났다. 그러나 여전히 인

간 연주자의 섬세한 프레이즈 조절까지는 구현하지 못해, 미세한 밀고 당기기 표현에서는 한계가 있었다. 본 실험은 전처리 구조가 인공지능 음악 

생성의 핵심 요소임을 확인한 중요한 사례로 평가된다.

Ⅶ. 3차 시스템 구축 및 실험 

1. 모델의 실험 설계

본 연구의 3차 생성 모델 실험에서는 2차 모델의 분석 결과를 바탕으로, 인공지능이 인간의 연주에 가까운 재즈 워킹베이스 라인을 생성할 수 있

도록 체계적이고 단계적인 실험 설계를 적용하였다. 특히, 이번 3차 실험은 단순한 리듬 생성 능력 평가를 넘어, 연주자별 마이크로타이밍의 데이터 

셋을 별도로 구축하여, 각 베이시스트의 고유 리듬 뉘앙스를 세밀하게 반영하는 것을 목표로 하였다. 5차 실험은 다음과 같이 5단계 프롬프트 체계

로 구성되었다.

<표 9> 5단계 프롬프트 체계

또한, 실험 설계 초기 단계에서 연주자별 마이크로타이밍의 특성을 분석하고, 예를 들어 스윙 비율, 표준편차, ms의 평균 등에 기반으로 스타일별 

데이터 셋을 구축하였다. 이 데이터 셋은 생성된 모델의 학습에 직접 활용되어, 연주자별 리듬 감각을 섬세하게 반영할 수 있도록 하였다.

특히 5단계에서는 Christian McBride 스타일(2:1 스윙 비율, ±100ms의 마이크로타이밍), Paul Chambers 스타일(1.03:1 스윙 비율, ±75ms의 마이

크로타이밍),

Ron Carter 스타일(2.85:1 스윙 비율, ±120ms의 마이크로타이밍) 과 같이 연주자별 구체적인 리듬 수치를 명시하여 프롬프트를 설정하고, 세밀한 

리듬 뉘앙스 생성된 능력을 평가하였다. 이러한 방식은 BPM 정규화 기반 전처리 개선과 결합 되어, 단순한 정확성 검증을 넘어 인간 연주자의 자연

단계 평가항목

1 1단계
정확한 박자 생성

(Precise Walking Bass Creation) 능력 평가

2 2단계
기본 스윙 리듬

(Swing Feel) 적용 및 이해 테스트

3 3단계
기본적인 밀고 당기기

(Microtiming Adjustment) 적용 여부 검증

4 4단계
Christian McBride, Paul Chambers, Ron Carter 등 실존 연주자의 리듬 스타일

(Player-specific Timing Capture) 모사 실험 진행

5 5단계
스윙 비율 (Swing Ratio), 마이크로타이밍(Microtiming) 수치까지 명확히 지정

하여 고급 리듬 특성 반영 능력 검증
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스러운 리듬의 해석과 그루브 구현 가능성을 심층적으로 분석할 수 있도록 설계되었다.

2. 마이크로타이밍 분석

(1) 3-3 (대표 데이터)

<그림29> 3-3의 오리지널 음원의 악보

<그림30> 3-3의 생성된 음원의 악보

첫 번째 악보 (오리지널 음원)는 전체적으로 8분음표와 16분음표가 섞인 복합 리듬 구조로 구성되어 있으며, 곳곳에 쉼표와 셋잇단음표가 삽입되

어 리듬에 변화를 주고 있다. 특히 마디마다 불규칙한 음표 분포가 존재하며, 밀고 당기는 리듬의 흐름이 느껴진다. 음정 적으로는 반음계적 연결이 

많고, 좁은 음역에서 음들이 빈틈없이 촘촘하게 움직이는 경향이 보인다. 전체적으로 연속성과 복잡하며, 즉흥적인 느낌과 감정 표현을 강조한 구조

로 분석된다.

두 번째 악보 (생성된 음원)는 첫 악보보다 리듬이 단순하고 일관적이다. 초반부터 후반까지 주로 8분음표와 4분음표 중심의 고른 리듬을 유지하

며, 중반 이후에 들어서야 간헐적으로 셋잇단음표나 16분음표가 등장한다. 이는 리듬의 안정적인 기조를 유지하면서도 필요한 구간에서는 강조와 

변화를 주는 방식으로 해석된다. 음정의 진행은 비교적 계단식이며, 높은음부터 낮은 음으로 내려가는 흐름이나 상행, 하행 라인을 기반으로 하는 구

성이다. 악절은 마디별로 완결 감이 있는 구조로되어 정돈된 멜로디의 흐름을 강조하고 있다.
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<그림31, 32> 3-3의 오리지널, 생성된 음원의 멜로다인

<그림31> 왼쪽은 오리지널 음원으로 이 멜로다인은 전체적으로 자유롭고 불규칙 적인 리듬의 흐름을 보인다. 음 하나하나의 길이가 다르고, 위

치 또한 일정하지 않아 푸쉬, 레이백의 특징이 강하다. 피치의 흐름은 급격하게 오르내리는 구간이 많고, 단음보다는 짧고 명확한 어택의 음들이 연

속적으로 등장한다. 음정 간격도 일정하지 않으며, 즉흥적인 연주 스타일을 시각적으로 확인할 수 있다.

<그림32> 오른쪽은 생성된 음원이며 전체적으로 계단식 리듬과의 피치 이동이 명확하게 정렬되어 있다. 음의 길이도 거의 일정하고, 모든 노트

가 박자 선에 맞춰 정확히 정렬된 듯한 형태다. 피치 이동은 계단식으로 올라가고, 다시 내려오는 구조를 반복하며 기술적으로 정돈된 흐름을 보여

준다. 정확한 박자의 구조와 안정된 연주의 흐름을 갖고 있다.

<그림33> 3-3의 오리지널, 생성된 음원의 레이어드한 스펙드로그램

녹색 (오리지널 음원)은 저역에서 두껍고 풍부한 에너지 흐름이 반복되며, 주파수 확산과 박자 차이로 입체적인 음색과 자연스러운 그루브를 형

성한다. 음의 밀고 당김도 시각적으로 드러나며 연주자의 표현력이 반영되어 있다. 반면 빨간색 (생성 음원)은 저역에서 강한 에너지가 규칙적으로 

형성되고, 붉은 기둥 형태로 정렬되어 리듬의 중심이 명확하다. 중, 고역의 확산은 제한적이나 음색은 명확하고 정돈되어 있으며, 리듬은 안정적이고 

반복적이지만 일정한 에너지와 텐션을 유지하여 단순한 기계적인 정렬이 아닌 응축된 그루브로 해석된다.

<그림34> 3-3의 오리지널, 생성된 음원의 버츄얼라이즈 온셋, 비트, 템포 비교 파형
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파란색(오리지널 음원)은 음의 세기와 길이, 간격이 불규칙하게 변하면서 자연스럽고 인간적인 리듬d,; 흐름을 보여준다. 미세한 밀고 당김, 다이

내믹한 곡선, 강약의 변화 등에서 연주자의 호흡과 즉흥성이 드러난다. 반면 녹색(생성 음원)은 파형이 전반적으로 일정하고 균일하게 정렬되어 있으

며, 리듬의 규칙성과 반복성이 강조된다. 기계적인 정렬이지만 에너지 흐름이 균형 있게 유지되어서 타이트한 그루브가 형성된다.

<그림35> 3-3의 오리지널, 생성된 음원의 온셋 비교 그래프

Onset 그래프 (Onset1, 노란색)은 수평 직선 형태로, 모든 샘플 값이 정확히 0에 고정되어 있다. 음원이 아예 생성되지 않아, 분석이 어렵다. 두 번

째 Onset 그래프 (Onset2, 빨간색)은 (±0.00001 ~ 0.000015) 사이의 미세한 음의 시작 시점의 변화가 존재하며, 점차 우상향하는 경향을 보인다. 이

는 리듬의 밀고 당김이 매우 적지만 일정하게 누적되는 구조로, 실제로 자연스럽고 미세한 푸쉬와 레이백의 표현이 내포된 리듬의 흐름으로 볼 수 

있다. 음표 간의 시작 시점이 아주 약간씩 뒤로 밀리는 형태로, 그루브가 자연스럽게 살아 있는 리듬의 흐름을 보여준다. 인간적인 리듬의 표현을 알

고리즘으로 미세하게 구현한 것으로 보이며, 이는 단순한 정렬이 아닌 리듬의 호흡이 살아 있는 구조로 해석이 된다.

<그림36> 3-3의 오리지널, 생성된 음원의 비트 비교 그래프

비트 그래프 (BEAT1, 노란색)는 완벽한 직선형 하강의 그래프를 보이며, 샘플이 진행될수록 비트 값이 선형적으로 감소한다. 이는 리듬 간의 간격

이 점차 줄어들고 있다는 뜻으로, 곡 전체에 걸쳐서 템포가 빨라지는 구조로 해석될 수 있다. 두 번째 비트 그래프 (BEAT2, 빨간색)는 계단식 우상향 

패턴이다, 음표 간 간격이 점진적으로 커지는 동시에 미세한 요동이 존재한다. 이는 리듬이 풀리는 듯한 인상을 주며, 박자 간의 간격이 유기적으로 

조정되며 그루브를 생성하고 있는 구조에서 비롯된다. 특히 각 샘플에서 일정한 텐션이 유지되면서도 완벽히 정렬된 건 아니기에, 인간적인 리듬의 

흔들림이 살아 있다. 이는 자연스럽고 안정된 그루브의 흐름으로 해석된다.
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<그림37> 3-3의 오리지널, 생성된 음원의 마이크로타이밍 비교 그래프

Microtiming1(노란색)은 음 시작 시점이 점차 뒤로 밀리는 완만한 우상향 직선으로, 자연스럽고 감성적인 레이백을 표현한다. -0.009에서 -0.004

까지 선형적으로 증가하며, 점진적인 텐션 완화를 통해 부드러운 리듬 흐름을 형성한다. 반면, Microtiming2(빨간색)는 계단식 우하향 구조로 리듬이 

점차 빨라지는 푸쉬를 나타낸다. 리듬이 일정 구간 유지되다 급격히 당겨지는 패턴이 반복되며, 구간별로 박자를 조절하는 그루브 중심의 구조를 보

여준다.

<표 10> Microtiming 평균, 표준편차

Microtiming1은 평균이 푸쉬 그루브이며, 표준편차가 크기 때문에 그루브 요소와 변동성이 크다는 것을 나타낸다. Microtiming2는 평균이 거의 0

에 수렴하면서도 표준편차가 작지만, 수치적으로는 이는 박자에 정확히 부착되어 있으면서도, 리듬의 흐름을 유연하게 이끌어가는 양자화된 리듬 텐

션의 구현으로 해석이 가능하다.

<표 11> 3-3의 오리지널, 생성된 음원의 온셋, 비트, 마이크로타이밍 비교 데이터

<MICROTIMING 1 

평균>

<MICROTIMING 1

 표준편차>

<MICROTIMING 2 

평균>

<MICROTIMING 2 

표준편차>

-0.00004205 0.1956 0.00000044 0.0129
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Onset1은 모든 값이 0 근처로 일정하지만 음원이 생성되지 않아 분석이 어렵다. Onset2는 -0.006~-0.007 사이로 분포하며, 기준 박자보다 앞선 

푸쉬의 리듬을 통해 인간적인 그루브를 보여준다. BEAT1은 비트 간의 간격에 큰 편차가 있어서 즉흥성이 강한 반면, BEAT2는 간격이 작고 일정해 

정교하고 타이트한 리듬을 형성한다. Microtiming1은 -0.009~-0.006 범위로 퍼져 있으며, 푸쉬, 레이백이 뚜렷하고 표준편차가 커서 루바토의 표현

을 보인다. 반면 Microtiming2는 -0.0004~-0.0007 사이의 작고 일정한 값으로, 정확하면서도 딱딱하지 않은 타이트한 그루브감을 전달한다.

<표 12> 3-3 Epoch별 손실 지표 및 학습 시간 요약표

총 500 epoch에 걸친 학습을 수행하였으며, 이 과정에서 훈련 손실과 검증 손실의 변화 양상을 분석하였다. 훈련 손실은 학습 초반 30 epoch 이

내에서 빠르게 감소하여 0.01 이하로 수렴하였고, 이후에도 안정적으로 유지되며 모델이 훈련 데이터에 효과적으로 적합 되었음을 확인할 수 있었

다. 검증 손실은 3 epoch부터 측정되었으며, 초기에는 훈련 손실과 유사한 감소 추세를 보였으나, 약 30~40 epoch 이후부터 점진적으로 증가하는 

양상을 나타냈다. 

3. 실험 분석 및 결과 

본 연구의 3차 생성 모델 실험은 단순한 인공지능 리듬의 생성에서 한 단계 더 나아가, 인간 연주자 마이크로타이밍의 뉘앙스를 반영하는 AI 학

습 구조를 구현하고자 하였다. 이를 위해 크리스천 맥브라이드, 폴 체임버스, 론 카터 등 실제 재즈 베이시스트들의 워킹베이스 연주 데이터를 기반

으로 연주자별 스타일이 반영된 고차원 리듬 데이터 셋을 구축하였고, 이를 GPT-2 기반 생성 모델에 스타일 프롬프트(prompt)와 함께 입력하는 방

식으로 실험을 설계하였다.

이 모델은 2차 모델에서 적용된 BPM 정규화와 Onset 간 상대 거리 기반 전처리를 정밀하게 확장하였다. 특히, 미세한 리듬의 흔들림 (푸쉬·레이

백·루바토)을 표현할 수 있도록 전처리 단계에서 데이터 정규화의 정밀도를 높였고, 그 결과 AI가 단순히 박자에 맞춘 음표를 나열하는 것이 아니라 

인간 연주자의 리듬 감각과 표현력을 일정 부분을 모사할 수 있도록 설계되었다. 정량적 분석 결과, 생성된 음원은 Onset 정렬 정확도 면에서 일관
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된 리듬의 흐름을 보였고, 비트 간 간격(BEAT) 또한 일정하게 유지되어 안정적인 리듬의 구조를 갖추었다. 마이크로타이밍의 측면에서는 오리지널 

음원이 -0.0014 ~ -0.0017초 수준의 불규칙성을 보인 반면에 생성된 음원은 ±0.000001 ~ 0.000004초의 초정밀 편차를 유지하며 매우 정렬된 타이

밍의 특성을 나타냈다.

<그림38> 3-3 FMM 리듬 웨이브폼 

이러한 결과의 타당성을 검증하기 위해, FMM(Frequency Modulated Möbius) 모델을 활용하여 리듬 구조를 수학적으로 분석하였다. FMM은 리

듬의 비대칭성(β), 곡률(ω), 진폭(A), 위상 이동(α) 등을 수치화할 수 있는 모델로, 이를 통해 생성된 리듬의 구조적 특성을 정량적으로 평가하였다. 분

석을 위해 약 105만 개 샘플 중에서 1/100만 샘플을 추출하여 약 1만 개의 데이터 포인트로 다운샘플링한 후, [0, 2π] 구간에 정규화하여 FMM 모델

을 피팅하였다.

FMM 분석 결과:

비대칭성(β): 1.467 → 인간 연주자의 스윙 기준(1.5–1.7)에 근접, 자연스러운 밀고 당김을 표현하였다. 곡률(ω): 0.1 → 기준 범위(0.05–0.2)에 위치, 

부드러운 리듬 변화 구현하였다. 설명력(R²): 0.25 → 반복성과 정합도는 낮지만, 즉흥성과 자유로운 리듬 구조를 반영하였다. 파형은 다음과 같은 

FMM 공식에 따라 계산되었다.

           

FMM 분석 결과는 2014년 발표된 EGQ 평가 기준 논문(Frontiers in Psychology)에 등장하는 ‘그루브 리듬 기준값’과 비교되었으며, 그 결과 재즈 

연주의 핵심 요소인 유동적인 리듬감이 일정 부분 모사되었음을 확인할 수 있었다. 그러나 한계도 존재했다. 프레이즈 단위에서의 감정 표현, 뉘앙스 

변화는 여전히 AI 모델이 완전하게 구현하지 못한 부분으로 남았으며, 샘플링 온도를 낮출수록 리듬의 안정성은 높아졌지만 즉흥성이 감소하는 경

향, 학습 반복이 과도할 경우 특정 연주자 스타일에 과적합되는 문제도 발견되었다. 결론적으로, 3차 생성 모델 실험은 단순하게 시간의 정렬을 넘어 

연주자 고유의 리듬의 표현과 스타일을 AI가 학습할 수 있는 가능성을 확인한 진전된 시도로 평가된다. 이는 마이크로타이밍 기반의 인공지능 생성 

음악 연구의 정밀화와 인간 중심 표현의 기술적 구현 가능성을 보여주는 의미 있는 결과이다.

Ⅷ. 결론

본 연구는 인공지능 음악 생성 모델이 인간 연주자의 미세한 리듬 감각(마이크로타이밍)을 재현하지 못하는 한계를 개선하고자 하였다. 특히 루

바토와 스윙 리듬이 중요한 재즈 장르에서 ±1030ms 범위의 리듬 편차를 반영하는 것을 목표로 하였다. 연구 대상은 재즈 워킹베이스로, Christian 

McBride, Paul Chambers, Ron Carter 등의 라이브 음원 30곡을 분석하였다. 베이스 파트를 MDX-Net과 Demucs로 분리 후 MIDI로 변환하고, 템포

(180bpm), 조성(C장조/A단조), 구간(8/12마디)을 표준화하며 ±30ms 편차를 유지하였다. GPT-2 기반 모델을 설계하여 프롬프트에 연주 스타일과 조

건(장르, 조성, 길이)을 입력해 워킹베이스 라인을 생성하도록 하였으며, 다섯 단계의 실험을 통해 박자 정확성, 스윙 적용, 마이크로 리듬(풀·푸시) 반

 ()=  cos (+2⋅arctan (tan (/2)−)⋅
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영, 특정 연주자 스타일 모사, 수치 기반 리듬 제어 능력을 평가하였다. 분석 결과, 생성 모델은 일정 수준에서 인간 연주자의 리듬 편차와 스윙 비율

을 효과적으로 모사하였으며, 마이크로타이밍 수치를 입력해 제어하는 것도 가능함을 확인하였다. 이는 기존 양자화 중심 모델 대비 음악적 표현력

을 유의미하게 향상 시킨 성과라 할 수 있다.

본 연구의 의의는 기존 AI 음악 생성 연구가 주로 박자 정확성이나 구조적 일관성에 치중했던 한계를 넘어, 인간 연주자의 리듬 뉘앙스를 수치화

하고 이를 모델 학습 및 생성 단계에 직접 반영했다는 점에 있다. 특히 마이크로타이밍, 스윙 비율, 풀·푸시와 같은 고차원 리듬 특성을 정량적 데이

터로 변환하여 생성 모델이 이를 인식·재현하도록 설계한 것은, AI 음악 생성의 표현력과 예술성을 한층 확장하는 시도라 할 수 있다. 이러한 접근은 

단순히 음정과 박자를 맞추는 수준을 넘어, 연주자의 개성을 반영한 창작 결과물을 생성할 수 있는 가능성을 보여준다.

또한 본 연구에서 제시한 데이터 전처리 방식과 프롬프트 설계 방법은 재즈 외의 다양한 음악 장르에도 확장 적용이 가능하다. 예를 들어, 클래식

의 루바토, 라틴 음악의 싱코페이션, 전자음악의 미세한 비트 변형 등 장르별 리듬 특성을 반영한 데이터 셋과 지시문을 구성함으로써, AI 음악 생성 

모델이 장르 특유의 리듬 표현을 학습하고 재현할 수 있다. 더 나아가, 실시간 연주 반응 시스템이나 AI 기반 음악 교육 도구와 같은 응용 분야에서

도 본 연구의 방법론은 활용 가능성이 높다. 이러한 확장은 향후 AI 음악 생성 연구가 단순 재현을 넘어 창작 파트너로 진화하는 데 중요한 기초 자

료가 될 것이다

1. 연구의 한계점 

본 연구는 마이크로타이밍을 기반으로 한 인공지능 음악 생성의 표현력을 향상시키기 위한 시도로서 의미 있는 성과를 도출하였지만, 다음과 같

은 몇 가지 한계점이 존재한다.

첫째, 감정 표현 및 리듬 뉘앙스에 대한 명확한 라벨링이 부재하다는 점이다. 푸쉬, 레이백, 루바토 등 연주자 고유의 리듬 표현은 암묵적으로 존

재하지만, 데이터에는 그러한 스타일의 요소가 명시적으로 기입되어 있지 않은 점이다. 이로 인해 AI가 해당 뉘앙스를 정확히 학습하고 재현하는 데 

한계가 있다.1)

둘째, 장르적 확장성에 제한이 있다. 본 연구는 워킹베이스라는 특정 재즈 장르에 집중되어 있으며, 클래식, EDM, 힙합 등 다른 리듬 문법을 갖는 

음악 장르로의 일반화를 위해서는 추가적인 학습 설계와 평가 체계의 수정이 필요하다.

셋째, Logic Pro 기반 전처리의 해상도 한계와 개선이다. Logic Pro의 기본 분해능인 PPQN 960을 사용해 전처리를 수행하였으나, ±10~30ms 수

준의 마이크로타이밍을 정밀하게 반영하기에는 시간 해상도에 한계가 있고, 이를 해결하는 방법 중 하나는 Cubase를 사용하는 것이다. 

마지막으로, 모델 구조와 실험 평가의 복잡성 또한 한계로 지적될 수 있다. GPT-2 구조에 마이크로 리듬에 특화된 손실 함수를 적용한 점은 진일

보한 시도였지만, 다양한 리듬의 상황이나 실시간 상호작용 기반의 연주 협업까지 확장하기에는 기능적 보완이 필요한 단계이다. 이러한 한계들은 

향후 연구에서 더욱 다양한 연주 스타일의 정량화, 다중 장르에 대응하는 모델 설계 등으로 보완될 필요가 있다.

2. 연구의 제언

본 연구는 마이크로타이밍을 중심으로 한 재즈 워킹베이스 생성 인공지능 모델의 정밀도를 높이고, 인간 연주자 고유의 리듬의 감각과 그루브를 

반영하려는 시도로서 의미 있는 성과를 제시하였다. 그러나 이를 바탕으로 확장성 있고 실용적인 시스템으로 발전시키기 위해 다음과 같은 방향을 

제안한다​.

첫째, 데이터 셋 다양화 및 대중화가 필요하다. 현재까지의 실험은 제한된 수의 연주자 데이터와 한정된 장르 (재즈 워킹베이스)에 기반하여 설계

되었기 때문에, 보다 폭넓은 연주 스타일과 장르, 다양한 템포 및 박자 구조에도 범용 리듬 학습 데이터 셋의 구축이 요구된다.

둘째, 실시간 인터랙티브 연주 시스템으로의 확장이 제안된다. 현재 모델은 오프라인 기반으로 학습 및 생성을 진행하지만, 향후 에는 실시간으로 

사용자와 상호, 작용하며 리듬을 조정하고 생성할 수 있는 연주자 중심의 인터페이스로 발전할 수 있을 것이다. 이를 통해 단순 생성형 AI를 넘어서

서 실시간 협업 형 AI 연주 도구로 활용 가능성이 열릴 수 있다.

셋째, 생성 모델의 설명 가능성과 제어 가능성을 높이는 방향도 필요하다. 마이크로 리듬의 미세 조정이 가능한 슬라이더 형태의 GUI나, 스타일 

프롬프트에 기반한 사용자가 원하는 스타일의 리듬이나 연주 감각을 직접 조정할 수 있는 사용자 친화적 조작 체계를 구현하는 것이 중요하다.

1) Gerhard Widmer et al., “Towards a Computational Model of Expressive Music 
     Performance: The State of the Art,” Journal of New Music Research 33, no. 3 
     (2004): 203–216.



마이크로타이밍 기반 인공지능 워킹베이스 생성 모델 연구

- 27 -

마지막으로, 인공지능 음악의 생성 기술이 실제 창작 실무나 교육 현장에 응용될 수 있도록, 음악 전문가 및 연주자와의 지속적인 협업 구조를 정

립하고, 창작 도구로서의 실용적 완성도를 높이는 방향의 후속 연구가 병행되어야 한다.
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